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Abstract: The increasing global demand for electricity and the environmental impacts caused
by thermal power generation have led to investments in renewable energy sources, such as
photovoltaic solar energy (PV). However, the growth of installed capacity in photovoltaic
generation systems requires intelligent systems to detect faults in their components, particularly
in PV cells. As converters of solar energy into electricity, the latter operate exposed to adverse
environmental conditions such as wind, rain, salinity, and dust, which degrade and compromise
the efficiency and reliability of the generation system. In this context, an intelligent system is
proposed in this study for the detection of defects in PV cells using electroluminescence (EL)
images. This system is based on a supervised classification model, in which image features are
represented by a texture descriptor constructed from the Gray-Level Co-occurrence Matrix.
The model was evaluated through cross-validation on a public dataset of 2624 PV cell images,
demonstrating sensitivity to defects such as shading, hotspots, cracks, and microfissures. Its best
performance was achieved with the Random Forest (RF) classifier, yielding competitive results
compared to those found in the literature. Thus, it presents a viable alternative for automated
inspection of PV cells.

Resumo: A crescente demanda global por eletricidade e os impactos ao ambiente produzidos
pela geragao termoelétrica tem levado ao investimento em fontes de energia renovaveis, como a
energia solar fotovoltaica (FV). No entanto, o crescimento da capacidade instalada dos sistemas
de geragao fotovoltaicos exige sistemas inteligentes para detectar falhas em seus componentes,
em particular nas células FV. Conversoras de energia solar em elétrica, essas ultimas operam
expostas a condi¢oes ambientais adversas, como vento, chuva, salinidade e poeira, que degradam
e comprometem a eficiéncia e confiabilidade do sistema de geragao. Nesse contexto, é proposto
nesse trabalho um sistema inteligente para deteccao de defeitos em células FVs a partir de
imagens de eletroluminescéncia (EL). Esse sistema baseia-se em um modelo de classifica¢ao
supervisionado, no qual as caracteristicas das imagens sao representadas por um descritor de
textura construido a partir da Matriz de Coocorréncia de Niveis de Cinza. O modelo foi avaliado
por validagao cruzada em uma base publica de 2624 imagens de células FVs, demonstrando
sensibilidade aos defeitos de sombreamento, pontos de calor, trincas e microfissuras. O seu melhor
desempenho foi obtido com o classificador Random Forest (RF), com resultados competitivos
aos encontrados na literatura, sendo assim uma alternativa vidvel na inspe¢ao automatizada de
células FVs.

Keywords: Fault Detection; Photovoltaic Cell; Computer Vision; Gray-Level Co-occurrence
Matrix;

Palavras-chaves: Detecgao de falhas; Célula fotovoltaica; Visao computacional; Matriz de
Coocorréncia de Niveis de Cinza.



1. INTRODUCAO

As mudancas climéticas associadas & queima de com-
bustiveis fésseis e a dependéncia mundial desses recursos
tem fomentado a produgao de energia elétrica a partir
de fontes renovaveis. Neste contexto, a energia solar tem
se destacado como uma fonte limpa, ilimitada e acessivel
(Chaudhary and Chaturvedi, 2018). Os sistemas de ge-
racao fotovoltaica (FV) apresentam custos acessiveis de
implantacdo, manutengdo e operagdo (Guerriero et al.,
2019), tendo como seu principal componente a célula FV.
Essas ltimas requerem inspecoes periédicas para deteccao
e manutencao preventiva de defeitos, pois operam expos-
tas a condigbes ambientais adversas, como vento, chuva,
salinidade e poeira (Kim et al., 2017).

A detecgao de defeitos nas células FVs pode ser realizada
diretamente, por medidas obtidas do sistema, como tensao,
corrente, poténcia e temperatura de operagao (Sanchez-
Pacheco et al., 2014), ou indiretamente, pela andlise de
imagens dos moédulos, comumente obtidas por cameras
instaladas em Veiculos Aéreos nao Tripulados (VAnT).
Embora a primeira abordagem tenha como vantagem a
facilidade de obtencao de medidas, essa nao discrimina
algumas situacoes de falhas daquelas semelhantes as con-
di¢oes normais de operacao (Basnet et al., 2020).

Um método amplamente utilizado na detecgao de defeitos
em células FVs é a inspecao de imagens de eletrolumi-
nescéncia (EL) (Tang et al., 2020). Essas imagens sao
produzidas a partir da radiagdo emitida pelos materiais
semicondutores quando alimentados por uma fonte de cor-
rente continua. Nesse processo, a energia elétrica é conver-
tida em luz visivel ou infravermelha (Frazao et al., 2017),
sendo que células defeituosas apresentarao uma redugao ou
perda total de emissao de radiagao EL em regioes locais,
resultando em dreas escuras nas imagens (Djordjevic et al.,
2014).

Neste artigo, é proposto um modelo computacional para
identificagdo de defeitos em células FVs de silicio mono-
cristalino (m-S%) a partir de imagens de EL. Um descritor
de textura das imagens é construido usando a Matriz de
Coocorréncia de Niveis de Cinza (do inglés Gray-Level Co-
occurrence Matriz (GLCM)), e o desempenho do modelo
na classificacao supervisionada de defeitos é avaliado em
um conjunto de 2624 imagens. Nessa avaliagao, sao consi-
derados os classificadores cldssicos Random Forest (RF),
Support Vector Machine (SVM), Naive Bayes (NB) e k-
Nearest Neighbors (k-NN).

O modelo demonstrou sensibilidade aos defeitos de som-
breamento, pontos de calor, trincas e microfissuras, com
melhor desempenho de acurécia, precisao e sensibilidade
para o classificador RF. Além disso, os resultados apresen-
tados com esse classificador sdo competitivos aos encon-
trados na literatura, mostrando que o modelo proposto é
uma alternativa promissora para a inspecao automatizada
de células F'Vs.

O artigo foi organizado em segoes da seguinte forma: na
Secao 2, sao apresentados os trabalhos relacionados ao
tema do artigo; na Sec@o 3, sdo apresentados os conceitos

matemdticos da GLCM; na Segdo 4 (Metodologia) sao
apresentadas a base de dados, o modelo computacional
proposto e a estratégia empregada em sua avaliagao;
na Secao 5, sao apresentados e discutidos os resultados
obtidos e, por fim, o artigo é finalizado com as nossas
conclusoes na Secao 6.

2. TRABALHOS RELACIONADOS

Trabalhos recentes propuseram modelos para detecgao e
identificagao de defeitos em células FVs por imagens EL.
Em (Deitsch et al., 2019) sao propostas duas abordagens
para a detecgao automatica de defeitos em células FVs,
onde foram realizados experimentos de classificacdo com
1968 imagens. Na primeira abordagem o resultado de
acuracia obtido com o classificador SVM foi de 82,44%, e
na segunda foi de 88,42% com uma Convolutional Neural
Network (CNN). No trabalho de Shin et al. (2020) foram
realizados experimentos de classificacao com 2624 imagens
e os classificadores SVM, RF, Logistic regression (LR),
Stochastic Gradient Descent (SGD) e k-NN. Os resultados
de acurécia obtidos foram: 64% (SVM e RF), 63% (LR e
SGD) e 62% (k-NN).

Ja em (Akram et al., 2019) foram ensaiadas as topologias
VGG-19, VGG-16 e VGG-11 de CNNs na classificagao de
defeitos em células FVs, alcancando resultados de acura-
rica de até 93,02%. Em (Tang et al., 2020) foi avaliado
o desempenho das redes convolucionais das topologias
VGG-16, ResNet50, InceptionV3 e MobileNet, e uma rede
generativa adversaria para aumentar o niimero de imagens
para treinamento. O melhor resultado obtido, em termos
de acurdcia, foi de 83%.

3. MATRIZ DE COOCORRENCIA DE NIVEIS DE
CINZA

A GLCM (Haralick and Shapiro, 1992) representa a tex-
tura das imagens pela probabilidade de coocorréncia de
dois niveis de cinza i e j em uma vizinhanga espacial
pré-estabelecida. Para fins de notacao, consideraremos a
matriz GLCM, de dimensao N x N para uma imagem com
N niveis de cinza, como sendo €. Seus elementos (¢;;) s@o
determinados por

¢y = [{(6,5) : g€ Vp(d, 0),i = 1(p),j = L(p + q)}|,Vp e 3(311

, sendo V,(d,0) a funcdo de vizinhanca do pixel p, para
um deslocamento d € ZT, e uma direcao 0. I(p + q) é
uma translacdo de I(p) por ¢ e o operador || denota a
cardinalidade, ou seja, o nimero de elementos do conjunto.

A Figura 1 ilustra o cédlculo de € para uma imagem com
quatro niveis de cinza e critério de vizinhanca 6 = 0°
e d = 1. Observam-se destacadas na Figura 1(a) todas
as coocorréncias cujas intensidades dos pixels sejam 2 e
3, conforme o critério de vizinhanca pré-estabelecido. Na
Figura 1(b) temos a € correspondente, com destaque para
o total das coocorréncias encontradas em I.



Tabela 1. Atributos de € empregados na construgao do descritor das imagens.

Atributo Definigao Equagao
N—1
Contraste Medida da similaridade entre a inten- Con = 33 |i — j|* (&;5)"
sidade de um pixel e sua vizinhanca. ,j=0
N7 1 T
Homogeneidade Avalia o quanto a distribuigao dos ele- Hom = Y3, ﬁ
mentos da GLCM estd préxima da di- 4,j=0
agonal.
N—1
Entropia Medida da aleatoriedade das coocor- Ent = 3> ¢;In(t;)
réncias dos niveis de cinza da GLCM. i,]'=0N )
Segundo momento angular  Mede a homogeneidade da GLCM pela ASM = 3> E?j
correlacao de seus elementos. i,j=0
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Figura 1. (a) I contendo N = 4 niveis de cinza. (b)
Exemplo de € para a vizinhancga de um pixel a direita
(d=1,6=0°).

4. METODOLOGIA
4.1 Base de Imagens

Adota-se neste trabalho a base de imagens de EL de células
FVs proposta por Buerhop-Lutz et al. (2018); Deitsch
et al. (2018) 1, tendo em vista que essa tem sido ampla-
mente utilizada na literatura para fins de investigagao do
problema proposto.

Essa base contém 2624 amostras de imagens de EL de
células FVs, sendo 1074 de m-Si e 1550 de silicio poli-
cristalino (p-Si), codificadas em escala de cinza e 8 bits,
dimensionadas em 300 x 300 pixels com diferentes graus
de degradagao. As imagens sao anotadas com uma proba-
bilidade de defeito P, € [0, 1], bem como o tipo de médulo
solar a que pertencem (m-Si ou p-Si). Neste trabalho, sdo
consideradas apenas as imagens de células de m-Si e, com
base em Py, as imagens sao divididas em duas categorias:
defeituosas (classe positiva, com P; > 0.5) e funcionais
(classe negativa, com Py < 0.5).

A Figura 2 apresenta quatro amostras de imagens EL de
células FVs do tipo m-5i, extraidas da base. As Figuras
2(a) e 2(b) ilustram imagens de células funcionais e as
Figuras 2(c) e 2(d), imagens de células com defeitos de
trincas e sombreamento, respectivamente.

4.2 Ezxtragao de atributos

Os descritores de textura das imagens das células FVs
foram construidos a partir dos atributos de € apresentados
na Tabela 1. Também denominados de estatisticas de
coocorréncia, esses atributos sao calculados a partir de €

normalizada (&), cujos elementos sao

I https://github.com/zae-bayern/elpv-dataset

(®)

Figura 2. Células de m-Si (a) e (b): Condigoes normais de
funcionamento. (c¢): Defeitos ocasionados por trincas.
(d): Elevado grau de sombreamento.
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A Figura 3 ilustra o método para o célculo dos atributos de
€. Calcula-se um conjunto de X matrizes de coocorréncia
representadas por

C={¢,C,,...,Cx} (3)
, sendo X = ’d X 0‘ a cardinalidade do produto car-
tesiano dos conjuntos de deslocamentos d = {1,2,4} e
diregoes 6 = {0, T 5 %’T,w, %’T, 37”, %’T} para o calculo

das coocorréncias. Assim, cada matriz em C corresponde
as coocorréncias da imagem de entrada para uma tupla
(d,f)ed X 86.

Os céalculos foram realizados em quatro regioes de interesse
(ROIs) (Figura 4). Essas s@o delimitadas por trés estru-
turas horizontais denominadas de busbars (BB), que sao
filamentos metélicos para a condugao de corrente elétrica
através das células F'Vs.

Foram obtidos portanto, quatro conjuntos de matrizes de
coocorréncia Cq, Cgz, C3 e C4, um para cada ROI, e
construiu-se o descritor da imagem com a concatenag¢ao
das estatisticas de coocorréncia (Tabela 1) de todas as
matrizes.

4.8 Valida¢ao do modelo

Os modelos foram avaliados por validagao cruzada, pelo
método k-fold (k = 3), conforme o fluxo apresentado na
Figura 5. Primeiramente, as varidveis foram normalizadas
para se obter média zero e variancia unitéria. As validagoes
foram realizadas com os classificadores RF, SVM, NB e
k-NN, sendo repetidas para cada classificador, buscando-
se incrementalmente os k,, melhores atributos que maxi-
mizem a acurdcia. A classe GridSearchCV da biblioteca



Figura 3.

Matrizes de
Atributos

Con
\4 Hom

greycoprops ( ) X

i ASM

00,0 *0'0 b0 < - -ROI1
ek -l
 Sus s

oo ~€ - -ROI2
i S b
3 TIEX R O <€ - -ROI 3
g+ solltle e et il
ood‘booo Je - -ROI 4

(b)

Figura 4. (a) Busbars das células FVs. (b) Regides de interesse da célula FV.

sklearn foi utilizada para encontrar a combinagao ideal de
hiperparametros de cada modelo.

As métricas de desempenho empregadas s@o a acurdcia
(acc), sensibilidade (Ss), precisao (P) e F — Score:

e — VP+ VN ’ 4)
VP+VN+ FP+ FN

e ®

F — Score = % (7)

Nas Equacoes 4, 5 e 6: VP é o total de células FVs
classificadas corretamente como defeituosas, VN o total
daquelas classificadas corretamente como funcionais, F'P
as classificadas defeituosas sendo funcionais e F'N as
classificadas funcionais sendo defeituosas.

5. RESULTADOS E DISCUSSOES

A Tabela 2 apresenta os resultados do primeiro experi-
mento de validacao cruzada, onde os resultados da acuracia
dos classificadores foram calculados. Em todos os expe-
rimentos, foram escolhidos os 880 melhores atributos de
M., pois ndo ocorreram alteracoes nas referidas métricas
para valores acima desse ponto. Em negrito, destacam-
se os melhores resultados de cada classificador, onde o
RF obteve o melhor desempenho, com 0,90 de acurécia
e um desvio padrdo (o) de +0,03, seguidos pela SVM,
NB e k-NN, que obtiveram 0,87, 0,85 e 0,84 de acuracia,
respectivamente.

Tabela 2. Resultado da acc e o dos classifica-

dores.

Atributos RF SVM NB k-NN
80 0,85+0,06 0,81+£0,07 0,81+0,07 0,83%0,07
180 0,89+0,05 0,87+0,05 0,82+0,05 0,81+0,06
280 0,89+0,05 0,85+0,05 0,83+0,07 0,84+0,05
380 0,89+0,05 0,85+0,04 0,81+0,07 0,84+0,08
480 0,90+0,03 0,85+0,06 0,824+0,06 0,82+0,06
580 0,89+0,04 0,85+0,03 0,82+0,05 0,824+0,07
680 0,88+0,04 0,844+0,05 0,83+0,03 0,80+0,06
780 0,87+0,05 0,84+0,04 0,85+0,04 0,834+0,06
880 0,88+0,02 0,85+0,04 0,83+0,02 0,82+0,04

Na Tabela 3 sao apresentadas as medidas de S; dos
quatro classificadores. A métrica obtida por eles estima
a probabilidade das células com defeito e funcionais serem
classificadas de acordo com a sua respectiva classe, isto
quer dizer por exemplo que, para um conjunto de 100
células FVs defeituosas, com S; = 0,93, mostra que o
classificador realizou a predigdo corretamente de 93 das
100 imagens. Neste caso, verifica-se que o classificador RF
obteve o melhor resultado com S, = 0,90 e 0 = £0, 05,
seguido dos classificadores NB e k-NN com 0,86 e SVM
com S, =0, 85.

Tabela 3. Resultado da S e o dos classificado-

res.

Atributos RF SVM NB kNN
30 0,85+0,04 0,83+0,05 0,84+0,07 0,83+0,05
180 0,8440,08 0,8440,06 0,85+0,07 0,86-0,06
280 0,8540,07 0,8340,05 0,864+0,07  0,8620,07
380 0,8640,08 0,8540,07 0,87+0,05 0,8640,08
480 0,8540,00 0,8540,08 0,85+0,07 0,8440,05
580 0,8640,05 0,8240,09 0,84+0,13  0,8640,06
680 0,8840,06 0,83+0,07 0,8440,07 0,85+0,07
780 0,87+0,04 0,84+0,08 0,86+0,07 0,85+0,07
880 0,90+0,05 0,8540,05 0,8440,02 0,84+0,06

A Tabela 4 apresenta as medidas de P. Observamos que
a probabilidade da predicao positiva estar correta foi bem
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Figura 5. Calculo das propriedades de textura e validagao cruzada pelo método k-fold.

avaliada por todos os classificadores, sendo o NB mais bem
avaliado com uma precisao de 0,94 e 0 = %0, 04, seguindo
do RF e k-NN com 0,94 e 0 = +0,05. Por fim, a SVM
obteve o menor valor de P, mas ainda assim competitiva
(Ss = 0,90 e 0 = £0,05). Os resultados da Tabela 4
demonstram que tando as células defeituosas quanto as
funcionais foram bem classificadas pelos modelos.

Tabela 4. Resultado da P e o dos classificado-

res.

Atributos RF SVM NB k-NN
80 0,92+0,06 0,92+0,08 0,91+0,04 0,93+0,05
180 0,91+0,06 0,89+0,08 0,91+0,06 0,93+0,07
280 0,90+0,06 0,89+0,06 0,91+0,05 0,93+0,05
380 0,93+0,06 0,89+0,04 0,92+0,07 0,94+0,05
480 0,91+0,03 0,90+0,05 0,93+0,06 0,93+0,06
580 0,93+0,03 0,88+0,07 0,94+0,04 0,91+0,06
680 0,914+0,05 0,88+0,05 0,94+0,05 0,924+0,05
780 0,924+0,04 0,88+0,06 0,94+0,06 0,924+0,04
880 0,94+0,05 0,86+0,05 0,94+0,04 0,9240,05

Tabela 5. Resultado de F-Score e o dos classi-

ficadores.
Atributos RF SVM NB k-NN
80 0,86+0,05 0,88+0,06 0,83+0,05 0,83+0,07
180 0,87+0,04 0,87+0,04 0,81+0,08 0,82+0,04
280 0,88+0,05 0,85+0,04 0,80+0,06 0,8140,05
380 0,8840,05 0,87+0,05 0,80+0,05 0,8240,06
480 0,89+0,05 0,85+0,06 0,80+0,07 0,82+0,08
580 0,88+0,04 0,86+0,05 0,8040,07 0,81+0,04
680 0,90+0,05 0,854+0,05 0,80+0,07 0,8240,05
780 0,88+0,04 0,86+0,05 0,80+0,07 0,83+0,05
880 0,89+0,05 0,86+0,04 0,80+0,06 0,82+0,06

Os resultados apresentados na Tabela 5, representam a
combinacao das métricas de P e Ss. O RF obteve um
melhor desempenho com 0,90 e 0 = +0, 05, seguidos da
SVM, k-NN e NB com resultados de 0,88 e 0 = +0, 06,
0,83 e 0 = £0,05, 0,83 e 0 = £0,05, respectivamente.
Uma comparacao das métricas obtidas através dos experi-
mentos realizados com os classificadores foi essencial para
encontrar o melhor modelo deste trabalho.

Foi realizada a média do F-Score e foi verificado o classi-
ficador que obteve a menor taxa de erro em suas anélises.
O resultado consolidado é apresentado na Tabela 6.

Tabela 6. Média F-Score dos classificadores.

SVM NB
0,86+0,06 0,80+0,06

F-Score RF
Média 0,88+0,05

k-NN
0,8240,05

(b)

Figura 6. (a) Matriz de confusdo para o RF no 1° teste.
(b) Matriz de confus@o do RF no 2° teste.

O RF apresentou um F — Score médio de 0,88 e 0 =
+0,05, se destacando dentre os modelos utilizados neste
trabalho. Um dos motivos para que o RF seja tao pre-
ciso em classificagoes binarias é que o mesmo realiza a
combinacgao de um grande ntmero de arvores de decisao
(DTs), treinando cada uma em um conjunto ligeiramente
diferente de observagoes, além de dividir os nés em cada
arvore, considerando um numero limitado de atributos. As
previsoes finais do RF sao feitas pela média das previsoes
de cada arvore individual.

As predigoes apresentadas nas Figuras 6(a) e 6(b) ilustram
os resultados da classificagao realizada pelo RF em dois
testes distintos. No primeiro teste o RF classificou 94
imagens de células FVs defeituosas (VP) de forma correta,
tendo uma classificagao incorreta (FP) de 15 imagens. J&
para a classificacao de células funcionais (VN), o RF classi-
ficou 111 imagens de forma efetiva, contra 16 imagens que
apresentaram problemas, mas foram classificadas como
funcionais (FN). No segundo teste o RF classificou 101
imagens de células FVs defeituosas corretamente, classifi-
cando 22 imagens defeituosas como funcionais. Em relacao
as imagens funcionais, o RF classificou 104 imagens de
forma efetiva, enquanto 9 imagens consideradas funcionais,
foram classificadas com defeito.

A Figura 7(a) apresenta a imagem de uma célula FV que
foi classificada como funcional na primeira validagao, mas
que possui microfissuras que podem diminuir a eficiéncia
da célula. A Figura 7(b) ilustra uma célula FV que deveria
ter sido classificada como defeituosa no primeiro teste,
mas foi classificada como funcional. J4 a Figura 7(c)
ilustra a imagem de uma célula FV que foi classificada
como funcional no segundo teste, mas que possui uma
microfissura quase imperceptivel. Por fim, a Figura 7(d)
ilustra uma célula FV que deveria ter sido classificada



como defeituosa no segundo teste, mas que foi classificada
como funcional.
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Figura 7. (a) FP do 1° teste com o RF. (b) FN do 1° teste
com o RF. (¢) FP do 2° teste com o RF. (d) FN do
2° teste com o RF.

(d)

A Figura 8 ilustra algumas imagens de células FVs que
foram classificadas corretamente através do classificador
RF. Observa-se que os defeitos ocasionados por trincas
e microtrincas podem ser facilmente neglegenciados por
um especialista em uma primeira inspe¢ao, tendo em vista
que a avaliagao visual em imagens sem a técnica EL pode
dificultar a precis@ao da anélise de defeitos em células F'Vs.

(©) (d

Figura 8. (a) e (c) Células FVs com defeito de trincas, mi-
crotrincas e pontos quentes classificadas corretamente
pelo RF. (b) e (d) Células FVs funcionais classificadas
corretamente pelo RF.

6. CONCLUSOES

Neste trabalho é proposto um modelo computacional para
a deteccao de defeitos em células de médulos fotovoltaicos,
de silicio monocristalino, a partir de imagens de eletro-
luminescéncia. O uso de atributos de textura da matriz
de coocorréncia de niveis de cinza monstrou-se eficaz na
classificagao das células fotovoltaicas com defeitos de som-
breamento, pontos de calor, trincas e microfissuras.

O Random Forest foi o classificador que apresentou melhor
desempenho, com acuréacia acc = 0,90+0,03 e F'—Score =
0,88+0, 05, sendo esses resultados competitivos em relagao
aos reportados na literatura. Conclui-se, portanto, que
o modelo proposto é uma alternativa vidvel na inspecao
automatizada de células F'Vs.
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